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1. Introducere

1.1 Contextul tezei

Activitatea acestei teze poate fi plasată la intersecţia a trei domenii importante și de actualitate: clasificarea datelor, data mining şi indexare semantică. Fiecare dintre aceste domenii a suscitat un real interes în lumea cercetării în decursul ultimilor ani, numeroase progrese fiind realizate. Între aceste 3 domenii există o strânsă interdependență, după cum este subliniat și în cele ce urmează. 

Clasificarea datelor este unul dintre cele mai puternice instrumente folosite pentru descoperirea grupurilor şi identificarea tiparelor în diverse seturi de date. Scopul metodelor de clasificare este să grupeze elementele pe baza informaţiei comune. Elementul-cheie în acest domeniu este noţiunea de similitudine. Scopul clasificării datelor este de a identifica și a grupa elementele care sunt cele mai asemănătoare între ele, dar mai puţin asemănătoare cu toate celelalte [69][71]. Membrii unui grup trebuie să fie foarte asemănători între ei şi foarte diferiți de membrii altor grupuri. Clasificarea datelor este utilizată în numeroase domenii, de la biologie şi medicină până la finanţe şi marketing. Este folosită în domenii precum data mining, recunoașterea formelor, regăsirea de informaţii, analiza de imagine, analiza de piaţă, analiza statistică a datelor şi aşa mai departe.

Data mining [44] este procesul de analizare a seturilor mari de date din diferite perspective şi rezumarea lor în informaţii utile şi mai relevante, care apoi pot fi utilizate pentru a îmbunătăţi activităţile de luare a deciziilor și de management. În timpul procesului de data mining, unul dintre principalele obiective este de a găsi relații și corelări între elementele din seturi mari de date.

Data mining implică următoarele patru categorii de activități [97]:

· Reguli de asociere. Acest sub-domeniu din zona data mining are ca scop identificarea relaţiilor dintre variabile. De exemplu, un supermarket stochează date privind clienţii săi și obiceiurile lor de cumpărare. Utilizând diverse reguli de asociere, supermarketul poate stabili ce produse sunt frecvent cumpărate împreună. O informație de acest gen este valoroasă pentru elaborarea unor strategii de marketing. Această tehnică este denumită în literatura de specialitate  market basket analysis [7].

· Clustering. Constă în descoperirea grupurilor de elemente într-un set de date dat, fără a cunoaște în avans nici un detaliu despre structura acestor date [69][71].

· Clasificarea. Constă în împărțirea datelor în grupuri predefinite. Dintre algoritmii renumiți în acest domeniu fac parte: arborii de decizie, cel mai apropiat vecin, clasificarea naiva Bayesian, reţele neuronale şi support vector machines [69].

· Regresia. Această sarcină constă în găsirea unei funcţii care să modeleze datele.

După cum se observă, domeniul clasificării este foarte strâns legat de domeniul data mining, clasificarea datelor jucând un rol esențial în identificarea modelelor de corelare logică dintre elementele unui set de date. 

Indexarea semantică se referă la o familie de tehnici de organizare a colecţiilor  mari de date, având scopul de a descoperi diverse modele și tipare în seturi de date nestructurate. Pe baza acestor modele va fi produsă o clasificare optimizată a setului de date respectiv, ceea ce va conduce de asemenea la îmbunătăţirea procesului de căutare.

Tehnica cea mai importantă utilizată în indexarea semantică se numește Latent Semantic Indexing (LSI), și este o metoda bazată pe o tehnică matematică numită Singular Value descompunere (SVD). LSI este aplicată pe colecţii nestructurate de text, cu scopul de a identifica modele în relaţiile dintre termenii şi conceptele din cadrul setului de date. Principiul de bază din spatele LSI este faptul că cuvintele care sunt folosite într-un context comun tind să aibă înţelesuri similare. O caracteristică cheie a LSI este capacitatea de a extrage conţinutul conceptual al unui text prin stabilirea unor asociaţii între aceşti termeni care apar în contexte similare. [31]

Elementul care face legătura între aceste trei domenii în această teză este o abordare a clasificării datelor bazată pe algoritmii de compresie [20]. În 2005, doi cercetători din Olanda, Vitányi Paul şi Cilibrasi Rudi, au propus o nouă idee pentru clasificarea datelor, bazată pe algoritmi de compresie [20]. Propunerea lor are la bază următoarele noțiuni: complexitatea lui Kolmogorov [65], distanța normalizată de informație [99] şi faptul că algoritmii de compresie oferă o bună aproximare a cantității de informaţie conţinute de un eşantion de date. Rezultatul muncii lor este definirea unei noi metrici de distanță, numită distanța normalizată de compresie (NCD), care se presupune a fi o metrică universală.

Testele prezentate in literatura [20] [52] au dovedit un potenţial bun pentru universalitatea NCD. Prin urmare, merită investigată capacitatea sa de clasificare a datelor eterogene şi a colecţiilor de date de tip text, pa baza aspectelor semantice identificate în conţinutul seturilor de date.

1.2 Obiectivele și conținutul lucrării 

Scopul acestei lucrări este de a oferi o evaluare şi validare completă a unei abordări a clasificării datelor bazată pe algoritmii de compresie, cu accent pe aplicabilitatea sa în contextul aplicaţiilor bazate pe semantică.

Punctul de plecare al acestei teze au fost cercetările specialiștilor din Olanda, Paul Vitányi şi Rudi Cilibrasi, începute in 2005. Ei au propus o nouă metodă de clasificare a datelor, bazată pe algoritmii de compresie [20]. Originea ideii lor se regăsește în următoarele noțiuni: complexitatea lui Kolmogorov [65], distanța normalizată de informație şi faptul că algoritmii de compresie oferă o bună aproximare a cantității de informaţie conţinute într-un eşantion de date. Rezultatul muncii lor este o metrică de distanţă, numită distanța normalizată de compresie, care se presupune a fi o metrică universală. Primul pas în realizarea tezei a fost o sinteză a algoritmilor de compresie şi de clasificare, precum şi o analiză în profunzime a tehnicii de clasificare prin compresie, prezentata in capitolul 2.
Comentariu: senzatia care o dă expunerea de mai sus este că meritul il au aproape in exclusivitate olandezii; cred ca ar trebui mai sintetic spus: Plecând de la metodă de clasificare a datelor, bazată pe algoritmii de compresie [20], care a condus la o metrică de distanţă, numită distanța normalizată de compresie, in capitolul 2 al tezei am realizat o sinteză a algoritmilor de compresie şi de clasificare, precum şi o analiză în profunzime a tehnicii de clasificare prin compresie.

 În scopul de a evalua performanţa acestei tehnici, am implementat o platformă de clasificare, pe care am numit-o EasyClustering. Platforma include trei algoritmi de compresie (ZIP, BZIP2 şi GZIP), 4 metrici de distanţă (NCD, Jaro, Jaccard şi Levenstein) şi 3 algoritmi de clasificare (UPGMA, MQTC şi KMEANS). Calitatea rezultatelor este evaluată folosind o serie de indici de calitate, cel mai reprezentativ fiind FScore [98]. Platforma EasyClustering vizează facilitarea unei analize comparative a rezultatelor obţinute pentru clasificarea datelor folosind diferite combinaţii de algoritmi de compresie, metrici de distanţă şi algoritmi de clasificare. Prin intermediul acestei analize comparative, utilizatorul poate evalua în mod obiectiv performanţa şi universalitatea NCD. Aceste dezvoltări sunt prezentate pe larg in capitolul 3. 

În faza de evaluare și validare, am folosit 7 seturi de date, variind de 10 la 100 de elemente. Pentru fiecare set de date, am efectuat 36 de experimente (toate combinaţiile posibile disponibile în platforma EasyClustering). Testele au început cu 2 seturi de date de tip genotip (mamifere si human papillomavirus), după care accentul s-a pus pe clasificarea articolelor ştiinţifice pe baza rezumatelor lor, documentelor eterogene şi a îmbunătățirii rezultatelor de clasificare prin utilizarea metadatelor și prin mărirea ponderii cuvintelor cheie. Rezultatele testelor au condus la concluzia că o abordare a clasificării bazată pe algoritmii de compresie a produs rezultate de bună calitate, inclusiv in zona seturilor de date bazate pe semantică. Toate aceste rezultate experimentale sunt prezentate in capitolul 4. 

Deoarece rezultatele experimentale au fost bune, următorul pas a fost propunerea unei arhitecturi pentru un sistem automat de clasificare a e-mail-urilor. Scopul acestui sistem este de a clasifica în mod automat e-mail-urile, pe baza subiectului lor şi a conținutului mesajului, prin urmare, pe baza unor criterii semantice. Teza prezintă evoluţia acestui sistem, de la faza de proiectare, până la faza de implementare și evaluare a performanțelor, în capitolul 5.

2. Clasificare bazată pe algoritmii de compresie

Atunci când vorbim despre clasificarea datelor, există câteva concepte de bază care trebuie să fie discutate, cum ar fi metricile de distanță, matricea de distanţe sau de similitudine, şi algoritmii de clasificare. Metodele convenţionale de clasificare constau în principal din două etape: construirea unei matrice de similitudine între documente şi construirea de clustere utilizând un algoritm de clasificare/clustering.

2.1 Metrici de distanță

O metrică de distanţă [32] este definită ca o funcţie care calculează distanțele dintre elementele unui set de date X, d : X × X → R. Acesta îndeplineşte următoarele condiţii:

1. d(x, y) ≥ 0     (non-negativitate)

2. d(x, y) = d(y, x)     (simetrie)

3. d(x, z) ≤ d(x, y) + d(y, z)     (inegalitatea triunghiului).

Metricile de distanță sunt utilizate în următoarele 2 situații în timpul procesului de clasificare [71]: 

·  pentru a calcula distanța dintre elementele setului de date

·  pentru a calcula distanța dintre clustere 

Odată ce o metrică de distanţă a fost aleasă pentru măsurarea distanţelor dintre elementele unui set de date, este creată o matrice care conţine distanțele dintre cele n obiecte, luate două câte două. Aceasta matrice se numeşte matrice de similitudine sau de proximitate sau, pur şi simplu, matrice de distanțe [41]. Este o matrice simetrică de dimensiune n x n care conţine numere reale pozitive, normalizate între 0 şi 1. Elementele de pe diagonala matricei de similitudine sunt egale cu 0 sau 1, în funcție de tipul metricii utilizate [69]. 

Există două tipuri de metrici pentru calculul distanțelor dintre elementele unui set de date: metrici de similitudine şi metrici de disimilitudine. 

Metricile de similitudine identifică perechile de elemente (obiecte) similare din X. Dacă i şi j sunt două elemente din setul de date şi s(i, j) este o metrică de similitudine, atunci s(i, j) satisface următoarele condiţii:

· 0 ≤ s(i, j) ≤ 1

· s(i, i) = 1

· s(i, j) = s(j, i)

Cu cât i și j sunt mai asemănătoare, cu atât s(i, ,j ) este mai mare. 

Metricile de disimilitudine identifică perechile de elemente (obiecte) diferite din X. Dacă i şi j sunt două elemente din setul de date şi d(i, j) este o metrică de disimilitudine, atunci s(i, j) satisface următoarele condiţii:

· 0 ≤ d(i, j) ≤ 1

· d(i, i) = 0

· d(i, j) = d(j, i)

Cu cât i și j sunt mai puțin asemănătoare, cu atât d(i, j) este mai mare. O metric de disimilitudine ia valori mici atunci când cele 2 elemente au cât mai puține date în comun.

Metricile de distanță sunt utilizate în cele mai diverse domenii, cum ar fi: clasificarea datelor, data mining, şi sisteme de recomandare. 

2.2 Metode de clasificare a datelor

Scopul metodelor de clasificare este acela de a grupa elementele pe baza unor criterii de asemănare. Conceptul de clasificare este într-o relaţie foarte strânsă cu noţiunea de similitudine [32]. Un proces de clasificare trebuie să identifice elemente care sunt cele mai asemănătoare între ele şi să le plaseze în acelaşi grup, numit cluster [71]. 

În timp, au fost propuse multe definiții ale unui cluster. Definiția de mai jos este propusă în [94]. Fie X un set de date, X = {xi , i = 1, ..., N }. X este împărțit în m partiții Cj ,    j = 1, ..., m.  Aceste partiții se numesc clustere și satisfac următoarele 3 condiții:

· Ci ≠ ∅, i = 1, ..., m

· 
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· Ci ∩ Cj  = ∅, i ≠ j, i, j = 1, ..., m
Membrii unui cluster trebuie să fie foarte asemănători între ei şi foarte diferiți față de membrii altor clustere. În procesul de clustering nu există nici o structură predefinită pentru clusterele rezultate şi nici exemple pentru a arăta ce fel de relaţii există între date. Prin urmare, aceasta este percepută ca un proces nesupravegheat [71].
Metodele de clusterizare pot fi împărţite în următoarele trei categorii: metode partiționale, metode ierarhice - aglomerative şi divizive - şi metode de cvartet.

2.2.1 Clasificarea ierarhică

Algoritmii de clasificare ierarhică organizează datele într-o ierarhie de clustere imbricate. Cu alte cuvinte, acești algoritmi creează o structură de clustere în clustere. Un algoritm ierarhic pentru articole de ştiri ar putea genera patru mari grupuri care reprezintă teme generale, cum ar fi politica, sport, afaceri, şi tehnologie. În cadrul fiecărui grup, există mai multe subgrupuri. De exemplu, grupul de ştiri sportive ar putea avea următoarele categorii: baschet, fotbal, şi aşa mai departe. Acești algoritmi presupun N-1 paşi. La fiecare pas, un element nou este atribuit unui cluster, pe baza informaţiilor obţinute în etapele anterioare. Algoritmii aglomerativi încep clasificarea considerând fiecare element ca un cluster separat. Progresiv, clusterele sunt îmbinate în grupuri mai mari. Algoritmii divizivi pornesc de la întregul set de date, pe care îl divid progresiv în clustere. Cea mai cunoscută metodă de clasificare ierarhică este (Unweighted Pair Group Method with Arithmetic Mean). Rezultatul afișat de un algoritm ierarhic este numit dendrograma [70].

Metodele de clasificare ierarhică aglomerativă utilizează diverse criterii pentru a calcula distanța între clustere, numite criterii de legătura. Considerând două clustere - A şi B, iar d – o metrică de distanță, pot fi definite următoarele criterii de legătura [70]:

· Legătură maximă sau completă: {max d(a,b): a 
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A, b 
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B} : sunt îmbinate clusterele cu cea mai mică distanță maximă între elemente. 

· Legătură minimă sau singulară: : {min d(a,b): a 
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A, b 
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B}: sunt îmbinate clusterele cu cea mai mică distanță minimă între elemente.

· Legătură medie: 
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. Distanța dintre două clustere se calculează ca media distanțelor dintre toate elementele ce le aparțin. 

Principalele etape parcurse de un algoritm de clasificare ierarhică de tip aglomerativ pentru a clasifica un set X format din n elemente sunt următoarele: 

Pasul 0: Fiecare element reprezintă un cluster. 

Pasul 1: Folosind o metrică distanţă d, este calculată matricea distanţa dintre toate  

     cele n elemente luate două câte două.

     Pasul 2: Sunt identificate elementele cele mai apropiate (două) şi este format un 

                   element nou prin agregarea acestor două elemente. Acum, avem n-1 clustere.

Pasul 3: Cele mai apropiate două clustere sunt agregate, utilizând una dintre legătura
                 metodele descrise mai sus.

Pasul 4: La pasul t, sunt create n - (t - 1) clustere, iar cele mai apropiate două clustere   

     sunt agregate conform pasului 3. Procesul este repetat până când toate 

     elementele au fost repartizate unui cluster. 

2.2.2 Clasificarea partițională 

Algoritmii partiționali creeză un număr fix, predefinit de clustere [56]. Ei încearcă să se descompună în mod direct setul de date în clustere disjuncte. Aceste tehnici pornesc de la o clasificare aleatorie sau definită de utilizator, şi apoi o optimizează în conformitate cu anumiți indicatori de validitate. Cel mai renumit algoritm partițional este K-Means [45].

Fie X un set de date format din n elemente, și d o metrică de distanță. Iată care sunt pasșii prin care un algoritm partițional împarte setul X în k clustere.

Pasul 1: Se aleg aleatoriu k  puncte centrale pentru clustere, numite centroizi. 
Pasul 2: Pentru fiecare element din setul de date, se determină distanța față de  

               centroid. 
Pasul 3: Se grupează elementele în funcție de distanța minimă față de un centroid. 

Stop: 
   Procesul de încheie atunci când doi pași consecutivi conduc la aceeași 

               grupare a elementelor. 

2.2.3 Clasificare de tip cvartet

Metoda de clasificare de tip cvartet a fost introdusă în [20]. Pentru a clasifica n elemente, metoda de cvartet folosește ca intrare matricea de similitudine. Bazat pe această matrice de distanțe, metoda de cvartet produce ca ieşire o dendrogramă cu o topologie specială, numită topologie cvartet [20]. Considerând 4 elemente - a, b, c, d - o topologie de cvartet este un arbore de aritate 3, cu 4 frunze si 2 noduri interne, ceea ce înseamnă că arborele este format din doi subarbori, fiecare având câte două frunze. Figura 2.1 [85] descrie trei posibile topologii de cvartet pentru cele 4 elemente: ab | cd, ac | bd, ad | bc.
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Figura 2.1.  Topologii de cvartet penru 4 elemente (Sursa: http://www.sergioconsoli.com/Quartet.htm)
Bara verticală separă cele 4 obiecte în 2 perechi. Fiecare pereche este formată din 2 frunze, conectate la acelaşi nod intern. 

Scopul metodei de cvartet este de a găsi arborele ce conţine numărul maxim de topologii de cvartet consistente [20], cu un cost total minim. Aceasta se numeşte problema Maximum Quartet Consistency (MQC).  În [20], autorii propun o optimizare a acestei metode, numită Minimum Quartet Tree Cost (MQTC). Pașii acestei metode sunt următorii [20]

Pasul 1: Un arbore de cvartet este creat, având 2n -2 noduri, respectiv n frunze și n - 2 noduri interne.

Pasul 2:  Un nou arbore de cvartet este creat prin mutaţii simple. O mutaţie simplă în arbore este definită ca dintre următoarele trei transformări posibile: 

Inversarea frunzelor: 2 frunze sunt alese aleator și inversate.


Inversarea subarborilor: 2 noduri interne sunt alese aleator, iar subarborii aferenți sunt inversați.

Mutarea subarborelui: un subarbore este ales aleator, detașat și reatașat în altă parte.

Pasul 3: Este calculat scorul noului arbore. 
Pasul 4: Dacă scorul noului arbore este mai mare decât scorul arborelui inițial, atunci arborele inițial este înlocuit cu noul arbore. 
Stop: Dacă după o lungă perioadă de timp nu apare nici o schimbare de cost, atunci algoritmul se opreşte.

2.3 Algoritmii de compresie

În teoria informaţiei, compresia datelor este procesul de codificare a informațiilor folosind mai puţini biţi, păstrând în acelaşi timp mesajul nealterat. Scopul său este de a îmbunătăţi capacitatea de stocare şi transmitere a datelor.

Există două tipuri principale de compresie: fără pierderi şi cu pierderi [33]. Sursele care urmează să fie comprimate pot fi continue (imagini, semnale audio) sau discrete (fişiere text). Pentru sursele continue, reprezentarea numerică stocată în computere este obţinută ca rezultat al unui proces de discretizare, care este cu pierderi în mod implicit. Pentru aceste date, metodele de compresie sunt, de obicei, cu pierderi. Pentru sursele discrete, procesul de compresie este fără pierderi, ceea ce înseamnă că datele pot fi recuperate în forma lor originală.

Teoria compresiei datelor a fost formulată de către Claude E. Shannon, în lucrarea sa, “A Mathematical Theory of Communication” [87]. Shannon defineşte rata de entropie (H în notaţiile sale), care este limita fundamentală a compresiei fără pierderi. Acesta susţine că este posibilă compresia fără pierderi, cu o rata de compresie apropiată de H. Nu este matematic posibilă obţinerea unei mai bune decât H.

Shannon a fost cel care a pus și bazele teoriei compresiei cu pierderi. În acest tip de compresie a datelor, datele originale nu poate recuperate în mod identic. În acest caz, este acceptat un anumit grad de denaturare, D.

Shannon și Fano au fost primii care au dezvoltat un algoritm eficient de compresie, în anii 1940 [87][37]. Câțiva ani mai târziu, Huffman [49] le-a îmbunătățit algoritmul, minimizând redundanța. Algoritmul lui Huffman a fost ulterior optimizat în 1977 de Ziv și Lempel [106][107] care au pus la punct o nouă strategie de compresie, bazată pe sistemul de dicționar. Chiar şi în zilele noastre, mulți dintre algoritmii de compresie sunt bazați pe diferite versiuni ale algoritmilor de mai sus (ZIP – Shannon-Fano, BZIP2 – Huffman, JPEG – Huffman, GZIP – Lempel-Ziv, PNG – Lempel-Ziv). 

Pe parcursul acestei lucrări, compresoarele utilizate sunt următoarele: ZIP [104], BZIP2 [10] şi GZIP [42][43]. ZIP este un algoritm de compresie fără pierderi lansat de PKZIP, care are și calitatea de arhivator.  Un fişier ZIP comprimă unul sau mai multe fişiere, pentru a le reduce dimensiunea. BZIP2 este un algoritm de compresie gratuit, fără pierderi, dezvoltat de Julian Seward în 1996. BZIP2 are o rată de compresie mai bună decât algoritmii LZW și Deflate (.zip şi .gz), dar este considerabil mai lent. Faza de decompresie este mult mai rapidă decât faza de compresie, astfel încât BZIP2 este asimetric. GZIP este un instrument de compresie a fişierelor creat de Jean-Loup Gailly şi Mark Adler în 1992 ca o alternativă gratuită pentru metoda de compresie utilizată în sistemele Unix.

2.4 Indicatori pentru evaluarea calității clusterelor

Una dintre cele mai importante probleme în domeniul clasificării datelor este evaluarea rezultatelor, pentru a găsi clasificarea care se potriveşte cel mai bine datelor analizate. Acesta este subiectul principal al validării clusterelor.

Există trei abordări principale pentru procesul de validare a clusterelor [39]: criterii externe, criterii interne şi criterii relative. Criteriile externe: rezultatele obţinute prin algoritmul de clasificare sunt comparate cu o structură predefinită. Criteriile interne: rezultatele sunt evaluate pe baza matricei de distanţe. Criterii relative: o structură de clasificare este comparată alte scheme de clasificare, generate de acelaşi algoritm, dar cu valori diferite ale parametrilor.

Pe parcursul acestei lucrări, indicatorul de calitate cel mai intens folosit este  FScore [98] Considerând un grup Lr de dimensiune nr, cunoscut dintr-o clasificare predefinită, şi un cluster Si of size ni, obţinut ca rezultat al unui proces de clasificare, și presupunând că nri documente din clusterul Si aparțin lui Lr, atunci FScore este definit [98]:
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Precision răspunde la întrebarea: "Câte dintre documentele din acest cluster fac parte de acolo?", iar recall răspunde la întrebarea: "Oare toate documentele care fac parte din acest cluster au fost corect clasificate?"

Valoare FScore pentru un cluster este maximul obținut, astfel:
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FScore pentru întreaga soluţie de clasificare l este definit ca suma valorilor FScore individuale pentru fiecare clasă, ponderate în funcţie de mărimea clusterelor:
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unde c este numărul de clustere. O soluţie de clasificare perfectă este una în care fiecare cluster are un corespondent identic în structura predefinită. În acest caz, FScore va fi egal cu 1.Cu cât FScore este mai apropiat de 1, cu atât soluția este mai bună. 

Secțiunea următoare prezintă proiectarea, modelarea UML și implementarea în Java a sistemului integrat de clasificare și analiza clusterelor propus ca soluție originală în această teză. 

3. Platforma de testare The EasyClustering – un sistem integrat de clasificare și validare a clusterelor 
O analiză a platformelor de clasificare existente a dus la concluzia că, până în prezent, s-a acordat puțină atenție validării automate a clusterelor, majoritatea sistemelor concentrându-se pe afișarea grafică a soluțiilor de clasificare [78][82][83][102]. În acest context, propunem ca soluție originală proiectarea și implementarea unui sistem integrat de clasificare și validare a clusterelor, denumit EasyClustering.  Întrucât această platformă de testare urmărește totodată validarea abordării de clasificare bazată pe algoritmii de compresie, va conține un modul de compresie a datelor. Sistemul are 2 componente (figura 3.1):

1. O componentă de clasificare, care conține 3 algoritmi de compresie, 4 metrici de distanță și 3 algoritmi de clasificare.

2. Un sistem expert pentru validarea automată a clusterelor, bazat pe calculul valorii FScore. 
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Figura 3.1. Arhitectura general a platformei EasyClustering 
Cele 2 componente sunt legate printr-un fişier XML generat de componenta de clasificare, care este importat automat în sistemul expert pentru evaluare. Fişier XML conţine soluţia de clasificare produsă de algoritmul selectat de către utilizator atunci când a început procesul folosind platforma EasyClustering. În baza de cunoştinţe XML a sistemului expert, este stocată clasificarea de referinţă, faţă de care soluţia generată va fi comparată, iar valoarea FScore va fi calculată automat.

3.1 Componenta de clasificare

Pentru evaluarea performanţei abordării clasificării bazate pe algoritmii de compresie , am construit o platformă de testare dezvoltată în Java [74][88], concepută într-o manieră modulară, orientată pe obiecte, pentru a facilita eventuale dezvoltări viitoare, cum ar fi integrarea de noi metrici de distanţă sau algoritmi de clasificare. 

3.1.1 Arhitectura componentei de clasificare
Figura 3.2 prezintă arhitectura componentei de clasificare a platformei noastre de testare, EasyClustering. Paşii care trebuie urmați sunt următorii: 

· Alegerea unui set de date. 

· Etapa de pre-procesare este opțională. Se aplică documentelor de tip text şi constă în eliminarea stop words [89] și aplicarea unui algoritm de stemming [27][89]. 

· Când se utilizează NCD, toate elementele din setul de date sunt comprimate, individual şi concatenate 2 câte 2, folosind motorul de compresie (Compression Engine). Atunci când sunt folosite alte metrici de distanţă, acest pas este opțional.

· Motor de calcul al matricei de distanțe (Distance Matrix Engine) calculează matricea de similaritate folosind metrica de distanţă selectată de utilizator.

· Motor de clasificare (Clustering Engine) interpretează matricea de distanţe, conform algoritmului de clasificare selectat de utilizator, şi generează clusterele aferente. 

· Motorul de ieşire (Output Engine) afişează clusterele primite de la motorul de clasificare într-un format grafic. În plus, soluţia de clasificare este  salvată într-un format XML predefinit şi în format text.
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Figura 3.2. Arhitectura componentei de clasificare a platformei EasyClustering 

Motorul de compresie înglobează următorii 3 algoritmi: ZIP, BZIP2 și GZIP, care au fost prezentați în Secțiunea 2.3. 

Motorul de calcul al matricei de distanțe conţine următoarele metrici de distanță: NCD, Jaro, Jaccard şi Levinstein. NCD este definită în [20] și reprezintă o aproximare a distanței normalizate de informație [99] bazată pe folosirea algoritmilor de compresie pentru a obține o aproximare a complexității lui Kolmogorov [65]. Considerăm următoarele:  C – un compresor (de ex. ZIP), x, y – 2 fișiere, xy – concatenarea fișierelor x și y, C(x) – dimensiunea fișierului obținut în urma comprimării lui x, C(y) - dimensiunea fișierului obținut în urma comprimării lui y, C(xy) - dimensiunea fișierului obținut în urma comprimării lui xy. Folosind aceste ipoteze, NCD este definită astfel [20]
                      NCD(x,y) = 
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Metrica de distanţă Jaro [57] măsoară similitudinile dintre două şiruri. Cu cât distanța Jaro este mai mare pentru două şiruri, cu atât acestea sunt mai similare. Este o metrică normalizată, deci o distanţă Jaro egală cu 0 înseamnă că nu există nici un fel de similitudine între cele 2 şiruri, în timp ce o distanţă Jaro de 1 înseamnă că cele 2 șiruri sunt identice. Metrica de distanță Levenstein [63] este denumită după Vladimir Levinstein, care a propus-o în 1965, şi stabileşte numărul de deosebiri dintre două secvenţe de date. Distanţa Levenstein dintre două şiruri de caractere este definită ca numărul minim de modificări necesare pentru a transforma un şir în celălalt. Metrica de distanță Jaccard [55] măsoară deosebirile dintre elementele unui set de date.

Motorul de clasificare conține 3 algoritmi: K-Means [61], UPGMA [86] și MQTC [53], care au fost prezentați în Secțiunea 2.2. 

3.1.2 Modelarea UML a componentei de clasificare

Pentru modelarea UML [73] a componentei de clasificare a platformei EasyClustering am utilizat următoarele tipuri de diagrame: diagrama cazurilor de utilizare, diagrama de activități, diagrama de clase si diagrama de pachete [9].

O diagramă a cazurilor de utilizare arată ce poate face sistemul, fără a furniza nici un fel de informaţii tehnice despre modul în care sistemul va își va îndeplini obiectivele.
O diagramă a cazurilor utilizare este definită ca o colecţie de cazuri de utilizare şi actori care interacţionează cu sistemul. Un actor poate fi un utilizator sau un alt sistem. Un caz de utilizare este o colecţie de scenarii posibile, cu obiective specifice.

Figura 3.3 ilustrează diagrama cazurilor de utilizare [9][54] pentru componenta de clasificare a platformei de testare EasyClustering.
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Figura 3.3. Diagrama cazurilor de utilizare pentru component de clasificare

Diagrama cazurilor de utilizare este detaliată cu o diagramă de activități, prezentată în figura 3.4. Diagramele de activitate reprezintă în mod vizual fluxul de lucru într-o aplicaţie. Ele sunt folosite pentru a modela cazurile de utilizare, în scopul de a arăta în detaliu pașii care trebuie urmați pentru a atinge obiectivul fiecărui caz de utilizare. O activitate este o serie de acţiuni.
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Figura 3.4. Diagrama de activități a componentei de clasificare a platformei EasyClustering 

3.2 Sistemul expert pentru validarea clusterelor

A doua componentă a platformei EasyClustering este un sistem expert pentru validarea clusterelor, care calculează automat FScore pentru o soluţie de clasificare furnizată de componenta de clasificare prezentate în Secţiunea 3.1. Acesta este implementat în PHP [76] ca o aplicație web.

3.2.1 Arhitectura sistemului expert pentru validarea clusterelor 

Figura 3.5 prezintă arhitectura sistemului expert pentru validarea clusterelor. 
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Figura 3.5. Arhitectura sistemului expert pentru validate clusterelor 

· Baza de fapte. Această componentă a sistemului expert conţine soluţiile generate de componenta de clasificare, prezentată în Secţiunea 3.1. Rezultatele produse de componenta de clasificare sunt salvate într-un format predefinit XML şi salvate în directorul aplicaţiei. Structura unui astfel de fişier XML arată astfel:
<?xml version=="1.0?>

<clustering>

<cluster number="1"/>

<document><id>12/id></document>

<document><id>13/id></document>

</cluster><cluster number="2"/>

<document><id>0</id></document>

<document><id>1</id></document>

<document><id>2</id></document>

<document><id>4</id></document>

<document><id>5</id></document>

<document><id>6</id></document>

<document><id>7</id></document>

<document><id>8</id></document>

<document><id>9</id></document>

<document><id>10</id></document>

<document><id>11</id></document>

<document><id>14</id></document>

<document><id>16</id></document>

</cluster>

<cluster number="3"/>

<document><id>3</id></document>

<document><id>15</id></document>

</cluster>

</clustering>

Figura 3.6. Exemplu de fișier XML generat de component de clasificare

Elementul rădăcină este numit <clustering>. Elementele copil ale rădăcinii se numesc <cluster>. Fiecare element <cluster> conţine mai multe tag-uri <document>, care au tag-ul <id> ca elemente copil. Tag-ul <id> reprezintă numărul de identificare al fiecărui fișier. ID-ul este generat automat de către aplicaţie, ținând cont de ordinea de intrare a fişierelor. Cu toate acestea, utilizatorul poate identifica cu uşurinţă fişierele in funcție ID-ul, deoarece el este responsabil pentru crearea şi manipularea setului de date.

· Baza de cunoștințe. Această componentă a sistemului expert stochează soluţiile corecte de clasificare, si este utilizat ca referinţă pentru calculul FScore. Baza de cunoştinţe este formată din fişiere XML, având în acelaşi format ca şi fişierele produse de componenta de clasificare (figura 3.6). De exemplu, pentru el setul de date utilizat în figura 3.6, clasificarea corectă este prezentată în figura 3.7:
<?xml version=="1.0?>

<clustering>

<cluster number="1"/>

<document><id>12</id></document>

<document><id>13</id></document>

<document><id>5</id></document>

<document><id>6</id></document>

<document><id>7</id></document>

</cluster>

<cluster number="2"/>

<document><id>0</id></document>

<document><id>1</id></document>

<document><id>2</id></document>

<document><id>4</id></document>

<document><id>8</id></document>

<document><id>9</id></document>

<document><id>10</id></document>

<document><id>11</id></document>

</cluster>

<cluster number="3"/>

<document><id>3/id></document>

<document><id>15/id></document>

<document><id>14</id></document>

<document><id>16</id></document>

</cluster>

</clustering>
Figura 3.7. Clasificarea corectă a setului de date din figura 9, stocată în baza de cunoștințe XML 

Valoarea FScore pentru un anumit set de date este calculată folosind clasificarea de referiță din baza de cunoștințe și soluția generată de component de clasificare a platformei EasyClustering. 

· Mecanismul de inferență. Această componentă primește ca date de intrare cele 2 fişiere XML descrise mai sus şi calculează valoarea FScore a soluţiei produse de componenta de clasificare a platformei EasyClustering. 
Mecanismul de inferență conține o component procedurală pentru parsarea fișierelor XML. 

3.2.2 Modelarea UML a sistemului expert 

Modelarea UML a sistemului expert constă din diagrama cazurilor de utilizare, diagrama de activități și diagrama de pachete [9]. În continuare, prezentăm diagrama cazurilor de utilizare și diagrama de activități. 

Figura 3.8 ilustrează diagrama UML a cazurilor de utilizare pentru sistemul expert de validare a clusterelor. 
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Figura 3.8. Diagrama cazurilor de utilizare a sistemului expert din platform EasyClustering

Există 2 actori care interacţionează cu sistemul: componenta de clasificare, care oferă o soluţia de clasificare generată automat, și utilizatorul, care furnizează clasificarea de referinţă corect în baza de cunoştinţe a sistemului expert. Pe baza acestor 2 intrări, mecanismul de inferenţă va calcula valoarea FScore, cu scopul de a evalua calitatea soluției produse de componenta de clasificare.

Figura 3.9 prezintă diagrama de activități a sistemului expert de validare a clusterelor. 
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Figura 3.9. Diagrama de activități a sistemului expert 

Componenta procedurală de parsare a fișierelor XML constă din următoarele etape:

1. Extrage clusterele din soluţia de referinţă şi ID-ul documentelor din fiecare cluster 

2. Calculează nr pentru fiecae cluster din soluția de referință(a se vedea Secțiunea 2.4)

3. Pentru fiecare element <cluster> din soluția generată de EasyClustering 

3.1 Determină ID-ul documentelor ce aparțin clusterului 

3.2 Calculează ni (a se vedea Secțiunea 2.4)

3.3 Calculează nri pentru fiecare pereche de clustere (cluster curent din soluția generată – toate clusterele din soluția de referință) 

3.4 Calculează valoarea FScore a clusterului.

4. Reține valoarea maximă a indicatorului de calitate FScore pentru clusterul respectiv.

5. Calculează valoarea FScore a soluției de clasificare.

Secțiunea următoare prezintă metodologia de validare a clasificării bazate pe algoritmii de compresie folosind platforma de testare EasyClustering.

3.3. Metodologia de testare

Principalii paşi implicaţi în procesul validare a clasificării bazate pe algoritmii de compresie utilizând platforma EasyClustering sunt următorii:

1. Alegerea setului de date. Primul pas în orice proces de clasificare este selectarea unui set de date corespunzător. În cazul nostru, nu există restricţii în ceea ce priveşte setul de date de intrare. Acesta poate să conţină date omogene sau eterogene, în orice format pe care utilizatorul doreşte să îl testeze.

2. Curăţarea setul de date. Există situații când setul de date va trebui să treacă printr-o fază de curăţare înainte de a intra în componenta de clasificare. Acest pas nu este obligatoriu şi cuprinde următoarele opţiuni: eliminarea stop words şi aplicarea unui algoritm de stemming. 

3. Alegerea algoritmului de compresie. Utilizatorul poate selecta algoritmul de compresie ce va fi utilizat. Următoarele opţiuni sunt disponibile în platforma EasyClustering: ZIP, BZIP2 si GZIP. În cazul în care metrica de distanţă utilizată pentru a calcula matricea de similitudine este NCD, atunci acest pas este obligatoriu. În caz contrar, utilizatorul nu este obligat să selecteze un compresor, caz în care fişierele vor fi utilizate în formatul lor original. 
4. Alegerea metricii de distanță. Utilizatorul poate selecta metrica de distanţă utilizată pentru a calcula matricea de similitudine. Următoarele opţiuni sunt disponibile în platforma noastră: NCD, Jaro, Jaccard şi Levenstein. 

5. Alegerea algoritmului de clasificare. Odată ce matricea de similitudine a fost creată, aceasta va fi interpretată de un algoritm de clasificare, ce va genera ierarhia de clustere. Există 3 algoritmi de clasificare disponibili în sistemul dezvoltat de noi: K-Means, UPGMA şi MQTC. În cazul în care utilizatorul alege opţiunea K-Means, va trebui să specifice și numărul de clustere, K. 

6. Generarea ierarhiei de clustere folosind componente de clasificare. Opțiunile din etapele anterioare sunt combinate, cu scopul de a genera soluţia de clasificare. Ierarhia va fi afişată într-un format grafic, precum şi salvată în format XML în baza de fapte a sistemului expert. 

7. Furnizarea soluției de referinţă în format XML. Utilizatorul trebuie să furnizeze soluția corecta pentru clasificarea fiecărui set de date utilizat. Aceste fişiere au un format XML predefinit, compatibil cu formatul utilizat la pasul 6, iar acestea formează baza de cunoştinţe a sistemului expert.

8. Calcuarea FScore. Mecanismul de inferenţă analizează cele2 fişiere XML, iar sistemul expert calculează valoarea FScore a soluției de clasificare generate de componenta de clasificare a platformei EasyClustering, folosind un algoritm procedural. 

9. Validarea FScore calculat de către sistemul expert, cu ajutorul unui expert uman. În scopul de a valida valorile FScore calculate de către sistemul expert, un expert uman va calcula manual valorile FScore pentru anumite seturi de date. Astfel, vom stabili acurateţea sistemului expert de validare a clusterelor integrat în platforma EasyClustering. 

Figura 3.10 prezintă metodologia de utilizare a platformei integrate de validare a clasificării bazate pe algoritmii de compresie, EasyClustering. 
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Figura 3.10. Metodologia de utilizare a platformei EasyClustering 

4.Validarea experimentală a metodelor de clasificare bazate pe algoritmii de compresie

În vederea validării experimentale a metodelor de clasificare bazate pe algoritmii de compresie folosind platforma de testare EasyClustering, am efectuat un număr de 363 de teste, folosind 7 seturi de date având între 10 – 100 de elemente. Testele s-au bazat pe utilizarea tuturor combinațiilor posibile de algoritmi disponibili în platform EasyClustering. Calitatea rezultatelor produse de componenta de clasificare a fost calculată automat de sistemul expert de validare a clusterelor bazat pe indicatorul FScore, obținându-se valori ce ating și maximul de 1.  Seturile de date utilizate sunt următoarele: 34 secvențe ADN mamifere [1], 18 secvențe ADN human papillomavirus (HPV) [47], 15 rezumate științifice (fișiere text) [51], 15 rezumate științifice cu pondere mărită a cuvintelor cheie, 19 fișiere eterogene, 19 fișiere cu metadate asociate celor 19 fișiere eterogene, 100 fișiere cu metadate [96] cu pondere mărită a cuvintelor cheie.

Figura 4.1 prezintă statistica generală a celor mai bune rezultate obţinute pentru primele 6 seturi de date, analizate din punct de vedere al algoritmilor de compresie. De asemenea, am luat în considerare și varianta fără compresie, în scopul de a obţine o imagine comparativă obiectivă a beneficiilor sau dezavantajelor abordării bazate pe algoritmii de compresie.
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Figura 4.1. Statistică generală din perspectiva algoritmilor de compresie

Pentru toate cele 6 seturi de date, rezultatele obţinute pe baza algoritmilor de compresie 3, ZIP, GZIP  și BZIP2 sunt relativ apropiate, în special pentru clasificarea secvențelor ADN. Abordarea fără comprimare a condus la rezultate mai slabe pentru clasificarea secvențelor ADN mamifere şi gene HPV, după poate fi observat și în Figura 4.1.

Liniile aferente algoritmilor BZIP2 şi GZIP sunt aproape paralele. Pentru primele 3 seturi de date, linia ZIP este aproape identică cu linia GZIP, dar se observă o scădere semnificativă a valorii FScore pentru clasificarea rezumatelor ştiinţifice. Un aspect interesant este că linia ZIP atinge valoarea maximă de 1 pentru clasificarea fişierelor eterogene bazată pe metadate. O analiză de ansamblu ne conduce la concluzia că cele mai bune rezultate au fost obţinute pentru compresorul BZIP2, urmat de GZIP şi de ZIP.

Abordarea fără compresie a produs rezultate foarte bune pentru fişierele text cu pondere crescută a cuvintelor cheie, deci în situația în care  informaţia cea mai relevantă a fost accentuată.

Figura 4.2 prezintă statisticile generale pentru cele mai bune rezultate obţinute pentru fiecare din cele 6 seturi de date, analizate din perspectiva metricilor de distanță.
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Figura 4.2. Statistică generală din perspectiva metricilor de distanță

Analizând din perspectiva metricilor de distanță, este evident că cele mai bune rezultate au fost produse de  distanţa normalizată de compresie normalizat (NCD). Aproape toate valorile maxime obţinute pentru NCD au valori apropiate sau chiar egale cu 1.

Pentru primele 3 seturi de date, se observă că linia NCD este cu mult peste celelalte 3 linii. Pentru secvențele ADN HPV, metricile de distanță Levenshtein, Jaro şi Jaccard au produs rezultate foarte similare, cu FScore în jurul valorii de 0.65. Pentru secvențele ADN de mamifere, aceste 3 metrici au produs valori mai mici ale FScore, cu o medie de 0.45. Cu toate acestea, valoarea maximă produsă de NCD este mai bună decât valoarea maximă a setului de date HPV (0.95 vs 0.91). În concluzie, pentru seturile de date genetice, cele mai bune rezultate au fost obţinute atunci prin utilizarea NCD. 

În cazul experimentelor de clasificare a fișierelor text, cele mai bune rezultate au fost, de asemenea, produse de NCD. Pentru clasificarea rezumatelor ştiinţifice (setul de date 3), celelalte 3 metrici de distanță nu au produs rezultate bune, deşi Jaccard este una dintre metricile de distanţă utilizate în mod obişnuit pentru fişierele text. Pe de altă parte, metrica Levenshtein a produs un rezultat foarte bun pentru clasificarea rezumatelor cu o creştere a ponderii pentru cuvintele cheie, FScore atingând o valoare de 1 atunci când setul de date nu a fost comprimat.

Fişierele eterogene au fost semnificativ mai bine clasificate pe baza metadatelor asociate. Și de această dată, metrica Levenshtein a produs un FScore maxim, atât pentru fișierele comprimate, cât și necomprimate. 

Figura 4.3 prezintă statisticile generale pentru cele mai bune rezultate obţinute pentru fiecare din cele 6 seturi de date, analizate din perspectiva algoritmilor de clasificare.
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Figura 4.3. Statistică generală din perspectiva algoritmilor de clasificare

Graficele celor 3  algoritmi de clasificare utilizați sunt aproape paralele. Cu toate acestea, ca o concluzie generală, am putea spune că algoritmul K-Means a produs cele mai slabe rezultate. UPGMA şi MQTC au produs ambele rezultate foarte bune, unele seturi de date fiind mai bine interpretate de UPGMA, în timp ce altele au fost mai bine interpretate de MQTC.

Testul final s-a concentrat pe determinarea preciziei rezultatelor obţinute. Scopul a fost de a stabili dacă rezultatele sunt influenţate de numărul de elemente dintr-un set de date. Astfel, am construit un set de date care conţine 100 fişierelor de metadate, cu pondere crescută a cuvintelor cheie de 20 de ori. Cele 100 de fişiere sunt împărţite în 4 categorii, şi anume: baze de date - 25 articole, sisteme expert - 25 articole, business intelligence - 25 articole, clustering - 25 articole. Folosind acest set de date, am ales la întâmplare elemente care aparţin de fiecare dintre cele 4 categorii pentru a crea seturi de date mai mici, începând de la 5 articole şi continuând cu 6, 7, 8, 9,10,20,30,40,50,60,70, 80,90 şi 100 de articole. Pentru acest experiment, am ales combinaţiile de algoritmi din platforma EasyClustering care au produs primele 5 rezultate (din punct de vedere al Fscore). Figura 4.4 prezintă statistica rezultatelor obţinute.
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Figura 4.4. Precizia rezultatelor

Statistica arată că rezultatele de clasificare nu sunt influenţate de numărul de elemente din setul de date. Acest lucru confirmă faptul că algoritmii care au produs anterior rezultate bune sunt, într-adevăr, capabili să identifice în mod corect similitudinile dintre date, și de a produce clustere corecte.

6. Sistem automat de clasificare a email-urilor

În  urma validării experimentale a integrării algoritmilor de compresie în procesul de clasificare a datelor, s-a ajuns la concluzia că această abordare de clasificare produce rezultate bune, în special prin asocierea unui set de metadate fiecărui element din setul de date și prin creșterea ponderii cuvintelor cheie. Această tehnică de clasificare este una dintre contribuțiile originale ale acestei teze. 

Pasul următor a fost includerea acestui mecanism de clasificare bazat pe algoritmii de compresie într-un sistem automat de clasificare a email-urilor, cu aplicabilitate în 2 direcții: 

· Îmbunătățirea gestionării email-urilor pentru utilizatorul de rând, prin clasificarea automată a acestora în funcție de tematică și conținut

· Îmbunătățirea procesului de asigurare a calității într-o firmă de software, prin clasificarea automată a rapoartelor de defecte (bug-uri) 

6.1 Arhitectura sistemului

Arhitectura pe care o propunem pentru acest sistem automat de clasificare a email-urilor este următoarea (figura 5.1):

[image: image26.jpg]Gmail Server

Email Retriever
Engine

dogument | Text dogument Text dopument

1

Clustering Engine





Figura 5.1. Arhitectura sistemului de clasificare automată a email-urilor

Motorul de preluare a email-urilor (Email Retrieval Engine) se conectează la serverul Gmail şi preia email-urile din Inbox sau din un altă locație specificată de utilizator. Fiecare email este salvat local ca un fişier text, și urmează să fie transmis către  motorul de clasificare (Clustering Engine). Motorul de clasificare încorporează următorii algoritmi: BZIP2 ca algoritm de compresie, NCD pentru calculul matricei de distanțe și UPGMA ca algoritm de clasificare. Acești algoritmi au fost selectați deoarece testele anterioare [13][15][18][52] au demonstrat că au cea mai bună performanţă pentru clasificarea bazată pe algoritmii de compresie. Motorul de clasificare va extrage automat cunoştinţele încorporate în subiectul și conținutul mesajului, cu scopul de a clasifica email-urile pe baza conţinutului lor semantic.


Pentru îmbunătățirea rezultatelor de clasificare, sunt utilizate următoarele tehnici de procesare a textelor: eliminarea stop words [89], aplicarea unui algoritm de stemming [89], identificarea automată a cuvintelor cheie și creșterea ponderii acestora. 


În primă fază, email-urile sunt clasificate local, obținându-se o ierarhie de directoare și fișiere. Ulterior, această ierarhie este retrimisă către serverul de email. 

6.2 Modelarea UML a sistemului automat de clasificare a email-urilor

Modelarea UML a sistemului automat de clasificare a email-urilor include diagrama cazurilor de utilizare, diagrama de activități, diagrama de clase și diagrama de pachete. În continuare, sunt ilustrate diagrama cazurilor de utilizare (figura 5.2) și diagrama de pachete (figura 5.3).
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Figura 5.2. Diagrama cazurilor de utilizare

Diagrama de pachete surprinde principalele componente utilizate în dezvoltarea software a aplicației.
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Figura 5.3. Diagrama de pachete

6.3 Testarea și validarea sistemului

Pentru validarea rezultatelor produse de sistemul automat de clasificare a email-urilor ce integrează de metoda clasificării bazate pe algoritmii de compresie, au fost folosite următoarele seturi de date:

· 50  de articole de tip newsletter în limba română, împărțite în 8 clustere

· 50 de articole de tip newsletter în limba engleză, împărțite în 6 clustere

· 100 de rapoarte de bug-uri

Pentru clasificarea articolelor de tip newsletter, sunt tratate următoarele situații: 

· Conținutul mesajelor nu este prelucrat (a)
· Conținutul mesajelor este prelucrat prin eliminarea stop words (b)
· Conținutul mesajelor este prelucrat prin eliminarea stop words și prin aplicarea unui algoritm de stemming (c)
· Conținutul mesajelor este prelucrat prin eliminarea stop words, prin aplicarea unui algoritm de stemming și prin creșterea ponderii cuvintelor cheie (d)
Pentru clasificarea rapoartelor de defecte, sunt tratate următoarele situații:

· Conținutul rapoartelor nu este prelucrat 

· Ponderea cuvintelor cheie din subiectul rapoartelor este mărită de 20 de ori 

Pentru validarea calității rezultatelor obținute, este calculat indicatorul FScore (a se vedea Secțiunea 2.4).

Figura 5.4 prezintă o comparaţie grafică a valorilor obţinute pentru FScore în cazul clasificării articolelor de tip newsletter în limba română şi în limba engleză.
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Figura 5.4.  Compararea valorilor FScore pentru clasificarea articolelor newsletter

Valorile FScore pentru clasificare email-urile în limba engleză sunt în mod constant mai mari decât cele pentru clasificarea email-urilor în limba română. În ambele cazuri (română şi în engleză), rezultatele nu sunt semnificativ îmbunătăţite atunci când se aplică tehnicile tradiționale pentru procesarea textului: eliminarea stop words și aplicarea unui algoritm de stemming. Cea mai semnificativă îmbunătățire a rezultatelor este obţinută prin creşterea ponderii cuvintelor cheie utilizate în fiecare email [17]. Cuvintele cheie sunt identificate în mod automat, în funcție de frecvența de apariție în text. 

Pentru validarea clasificării rapoartelor de defecte, am utilizat un set de date alcătuit din 100 de mesaje având un format predefinit, referindu-se la 2 produse software diferite. Acest set de rapoarte pot fi împărţite în patru clustere, care fac parte din categoria software principal [16]. Ierarhia este următoarea:

Product name 1


Version 1.0



Module 1




Bugs – 25 emails




Suggestions – 10 emails



Module 2




Bugs - 10 emails




Suggestions – 10 emails

Product name 2


Version 1.0



Module 1




Bugs – 10 emails




Suggestions – 5 emails


Version 1.1



Module 1




Bugs - 20 emails




Suggestions – 10 emails

Figura 5.5 prezintă rezultatele obţinute pentru clasificarea setului de rapoarte de defecte cu algoritmul de clasificare UPGMA. Clasificarea are un grad ridicat de acuratețe, iar angajatul de suport tehnic va trebui să-şi petreacă mai puţin timp verificând și procesând rapoartele și sugestiile primite din partea clienților. FScore are o valoare de 0,74 în cazul în care rapoartele de erori nu sunt prelucrate şi o valoare de 0,97 atunci când ponderea cuvintelor cheie este mărită de 20 de ori.

[image: image30.jpg]12

08

08

04

0z

FScore comparison

/ S
7

Unprocessed Processed

—+—Bug reports





Figure 5.5.  FScore pentru clasificarea rapoartelor de defecte

7. Concluzii și contribuții 

Principala contribuţie a acestei teze este evaluarea şi validarea unei abordări a clasificării datelor bazate pe utilizarea algoritmilor de compresie, cu accent pe aplicabilitatea acesteia în contextul aplicaţiilor bazate pe semantică. Odată ce procesul de validare a fost finalizat, am integrat această abordare într-un sistem automat de clasificare a email-urilor, cu scopul de a îmbunătăți activitatea utilizatorului de zi cu zi de gestionare a email-urilor şi de a îmbunătăți procesul de asigurare a calităţii în departamentul tehnic al unei companii de software. Deci, contribuțiile lucrării de față conțin atât o componentă teoretică de sinteză, cât și o componentă practică, cu o aplicabilitate concretă în domeniul software.

O prezentare generală a contribuţiilor acestei lucrări este ilustrată în cele ce urmează:

1. Analiza și sinteza cunoștințelor din domeniile clasificării datelor, data mining și indexare semantică. Această contribuție include: 

· O sinteză completă a distanței normalizate de compresie (NCD)

· Sinteza algoritmilor de compresie, incluzând prezentarea principalelor metode de compresie (Shannon-Fano, Huffman și Lempel-Ziv) și a algoritmilor de compresie ZIP, BZIP2 și GZIP 

· O sinteză asupra metricilor de distanță 

· Sinteza algoritmilor de clasificare, cu o prezentare amănunțită a celor 3 algoritmi de clasificare utilizați pe parcursul acestei teze 

· Analiza contextului general al acestei lucrări 

2. Propunerea unei abordări noi pentru indexarea semantică bazată pe tehnici de clasificare ce integrează utilizarea algoritmilor de compresie. Acest lucru plasează teza de față la intersecţia a 3 domenii importante: clasificarea datelor, data mining şi indexarea semantică. 

3. Proiectarea și implementarea unei platforme originale de clasificare și validare a clusterelor, dezvoltată pentru evaluarea şi validarea abordării unei clasificări bazate pe algoritmii de compresie. Platforma este numită EasyClustering şi încorporează 3 algoritmi de compresie (ZIP, BZIP2 şi GZIP), 4 metrici de distanţă (NCD, Jaro, Jaccard şi Levenstein) şi 3 algoritmi de clasificare (UPGMA, MQTC şi K-Means). Această contribuţie include:

· Sinteza abordărilor conexe: platforme de clasificare

· Proiectarea platformei EasyClustering, un sistem integrat pentru clasificarea datelor și validarea clusterelor, dezvoltată pentru evaluarea clasificării bazate pe algoritmii de compresie 

· Modelarea UML a plaformei: diagrama cazurilor de utilizare, diagrama de activități, diagrama de stări, diagrama de clase, diagrama de pachete 

· Implementarea platformei în Java 

4. Proiectarea și implementarea unui sistem expert original pentru validarea clusterelor, bazat pe indicatorul de calitate FScore. Această contribuție include:

· Sinteza indicatorilor de calitate a clusterelor 

· Proiectarea sistemului expert de validare a clusterelor

· Modelarea UML a sistemului expert de validare a clusterelor

· Definirea bazei de cunoștințe și a bazei de fapte ale sistemului expert 

· Implementarea sistemului expert sub forma unei aplicații Web 

5. Interconectarea automată a celor 2 componente (cea de clasificare și cea de validare a clusterrelor) prin utilizarea spațiului tehnologic XML.

6. Definirea metodologiei de validare a tehnicii clasificării bazate pe algoritmii de compresie, evaluare realizată cu platforma EasyClustering.

7. Validarea experimentală a tehnicii clasificării bazate pe algoritmii de compresie cu platforma EasyClustering, prin utilizarea mai multor seturi de date. Pentru această fază de evaluare au fost utilizate 7 seturi de date, variind între 5 - 100 elemente. Un număr total de 363 de experimente au fost efectuate, folosind toate combinaţiile posibile de algoritmi disponibile în platforma EasyClustering. Această contribuție include:

· Proiectarea și efectuarea experimentelor 

· Calcularea și validarea indicatorilor de calitate pentru rezultatele obținute

· Argumentarea calității bune sau slabe a rezultatelor obținute și căutarea unor soluții de optimizare 

· Analiza comparativă a rezultatelor obținute 

8. Îmbunătățirea rezultatelor clasificării pe criterii semantic prin utilizarea metadatelor și creșterea ponderii cuvintelor cheie.

9. Proiectarea și implementarea unui sistem automat de clasificare a email-urilor, ce integrează tehnica clasificării bazate pe algoritmii de compresie. Această contribuție include:

· Prezentarea aplicațiilor de clasificare a email-urilor 

· Proiectarea unei arhitecturi originale pentru un sistem automat de clasificare a email-urilor, ce integrează tehnica clasificării bazate pe algoritmii de compresie

· Modelarea UML a sistemului: diagrama cazurilor de utilizare, diagrama de activități, diagrama de clase, diagrama de pachete

· Implementarea aplicației în Java 

· Analiza rezultatelor experimentale obținute utilizând 2 tipuri de email-uri: articole de tip newsletter și rapoarte de defecte hardware/software 

10.  Utilizarea unor tehnici noi bazate pe ponderea alocată cuvintelor cheie suprapuse peste tehnologiile de procesare a textului existente.

11. Îmbunătățirea procesului de asigurare a calității într-o companie software, prin integrarea clasificării bazate pe algoritmii de compresie în procesul de gestiune automată a rapoartelor de defecte. 

12. Răspunsul la întrebări esențiale legate de tehnica clasificării ce se bazează pe algoritmii de compresie, cei mai performanți algoritmi si cele mai recomandate tehnici de procesare a textului.

Ca dezvoltări ulterioare, propunem următoarele:

· Extinderea platformei EasyClustering prin integrarea unor noi algoritmi de compresie, metrici de distanță și algoritmi de clasificare 

· Extinderea sistemului expert de validare a clusterelor prin integrarea altor indicatori de calitate.

· Îmbunătățirea rezultatelor de clasificare prin combinarea clasificării bazate pe algoritmii de compresie cu utilizarea ontologiei Wordnet [106].

· Proiectarea și implementarea unui sistem automat de gestiune a resurselor educaționale într-o universitate. Sistemul va include utilizarea metadatelor, a ontologiilor și pe clasificarea bazată pe algoritmii de compresie, în scopul de a detecta automat conţinutul semantic al resurselor didactice şi conexiunile logice dintre ele.
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